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                                                                                             FIŞA UNITĂŢII DE CURS/MOdulului

MD-2045, CHIŞINĂU, STR. STUDENȚILOR, 9/7, TEL: 022 50-99-01 | FAX: 022 50-99-05, www.utm.md 
Deep Learning
1. Date despre unitatea de curs/modul 
	Facultatea
	Calculatoare, Informatică și Microelectronică

	Catedra/departamentul
	Informatică şi Ingineria Sistemelor

	Ciclul de studii
	Studii superioare de licenţă, ciclul I

	Programul de studiu
	0612.3 Știința Datelor  

	Anul de studiu
	Semestrul
	Tip de evaluare
	Categoria formativă
	Categoria de opţionalitate
	Credite ECTS

	III (învăţământ cu frecvenţă);


	5
	E
	S – unitate de curs de specialitate
	O - unitate de curs obligatorie
	5


2. Timpul total estimat

	Total ore în planul de învăţământ
	Din care

	
	Ore auditoriale
	Lucrul individual

	
	Curs
	Laborator / Lucrări practice
	Proiect de an
	Studiul materialului teoretic
	Pregătire aplicaţii

	150
	30
	30 / 15
	-
	75
	75


3. Precondiţii de acces la disciplină/modul

	Conform planului de învăţământ
	Programarea calculatoarelor, Matematica discretă, Structuri de date şi algoritmi, Probabilitate şi statistica aplicată, Procesarea informației, Programarea interactivă, Machine learning. 

	Conform competenţelor
	Cunoştinţe şi abilităţi de concepere şi elaborare a algoritmilor şi programelor în C/C++ și/sau Python pentru rezolvarea problemelor la calculator.


4. Condiţii de desfăşurare a procesului educaţional pentru

	Curs
	Pentru prezentarea materialului teoretic în sala de curs este nevoie de tablă,  proiector şi calculator. 

Acces la panoul de administrare else.fcim.md.

	Laborator/seminar
	Studenţii vor perfecta rapoarte conform condiţiilor formulate în indicaţiile metodice. Termenul de susţinere a lucrării de laborator – două săptămâni după finalizarea acesteia. Pentru predarea cu întârziere a lucrării aceasta se depunctează cu 1pct./săptămână de întârziere.


5. Competenţe specifice acumulate

	Competenţe profesionale
	CP2. Proiectarea și dezvoltarea aplicațiilor (B.1) 

K1 Programe/module software adecvate. 
K2 Componente hardware, instrumente și arhitecturi hardware. 
K3 Proiectarea funcțională și tehnică. 
K4 Tehnologiile de ultimă oră. 
K5 Limbaje de programare. 
K6 Baze de date (DBMS). 
K7 Sisteme de operare și platforme software. 
K8 Mediul de dezvoltare integrat (IDE - integrated development environment). 
K9 Dezvoltarea rapidă a aplicațiilor. 
K10 Problemele legate de drepturile de proprietate intelectuală (IPR). 
K11 Tehnologia de modelare tehnică și limbaje. 
K12 Limbajele de definire a interfeței (IDL). 
K13 Probleme de securitate.
CP3. Integrarea componentelor (B.2) 

 K1 Componente/module hardware/software, indiferent dacă sunt vechi, existente sau noi. 
K2 Impactul integrării unui sistem asupra organizației sau a sistemului existent. 
K3 Tehnici de interfațare între module, sisteme și componente. 
K4 Tehnici de testare a integrării. 
K5 Instrumentele de dezvoltare (ex. mediul de dezvoltare, gestionare, control al modificărilor și accesul la codul sursă). 
K6 Bune practici de design 
CP6. Managementul informațiilor și a cunoștințelor (D.10) 

K1 Metodele de analiză a informațiilor și a proceselor de business. 
K2 Dispozitive și instrumente informatice aplicabile pentru stocarea și recuperarea datelor. 
K3 Provocările legate de dimensiunea masivelor de date (Big Data). 
K4 Provocările legate de date nestructurate (de exemplu, Data Analytics). 
CP8. Marketing digital (D.12) 

K1 Strategii de marketing. 
K2 Tehnologiile web. 
K3 Motoare de căutare de marketing. 
K4 Optimizarea motoarelor de căutare. 
K5 Marketingul legat de instrumente mobile (de ex. Pay Per Click). 
K6 Marketing legat de media social. 
K7 e-Mail marketing. 
K8 Display marketing. 
K9 Probleme/cerințe legale


	Competenţe transversale
	CT1. Aplicarea, în contextul respectării legislaţiei, a drepturilor de proprietate intelectuala (inclusiv transfer tehnologic), a metodologiei de certificare a produselor, a principiilor, normelor şi valorilor codului de etică profesională în cadrul propriei strategii de muncă riguroasă, eficientă şi responsabilă.

	
	CT2. Identificarea rolurilor şi responsabilităţilor într-o echipă şi aplicarea de tehnici de relaţionare şi muncă eficientă în cadrul echipei.

	
	CT3. Identificarea oportunităţilor de formare continuă şi valorificarea eficientă a resurselor şi tehnicilor de învăţare pentru propria dezvoltare.


6. Obiectivele disciplinei/modulului

	Obiectivul general
	Dezvoltarea competențelor necesare pentru a înțelege, proiecta și implementa modele de învățare profundă aplicabile în diverse domenii, inclusiv recunoașterea imaginilor, procesarea limbajului natural și analiza datelor complexe.

	Obiectivele specifice
	  Familiarizarea studenților cu fundamentele teoretice și arhitecturile de bază ale rețelelor neuronale profunde (e.g., feedforward, convoluționale, recurente).

  Dezvoltarea capacității de a aplica tehnici de preprocesare și optimizare a datelor pentru a îmbunătăți performanța modelelor de învățare profundă.

  Formarea abilității de a utiliza cadre și instrumente software specifice (e.g., TensorFlow, PyTorch) pentru a proiecta și antrena modele complexe.

  Integrarea cunoștințelor despre regularizare și ajustare hiperparametrică pentru a preveni suprainvățarea și a optimiza rezultatele.

  Dezvoltarea capacității de a analiza performanța modelelor utilizând indicatori specifici și de a interpreta rezultatele obținute.

  Promovarea abilității de a rezolva probleme reale utilizând tehnici de deep learning, prin realizarea de proiecte aplicative.


7. Conţinutul disciplinei /modulului

	Tematica activităţilor didactice
	Numărul de ore

	
	învăţământ cu frecvenţă
	învăţământ cu frecvenţă redusă

	Tematica prelegerilor

	T1. Introducere în Deep Learning. Istoric și context. Diferențe între învățarea automată și învățarea profundă. Aplicații practice ale deep learning
	5
	

	T2. Fundamentele rețelelor neuronale artificiale. Componentele unei rețele neuronale: neuroni, funcții de activare, straturi. Algoritmul de propagare înainte și înapoi (Forward și Backpropagation). Rolul și metodele de optimizare. 
	4
	

	T3.  Arhitecturi fundamentale în Deep Learning. Rețele complet conectate (Fully Connected Networks). Algoritmi de învățare și funcții de pierdere. 
	4
	

	T4. Optimizare și ajustarea hiperparametrilor. Optimizatori (SGD, Adam, RMSProp). Rolul ratei de învățare, numărului de epoci, dimensiunii batch-ului. Strategii de ajustare a hiperparametrilor. 
	4
	

	T5.  Rețele neuronale convoluționale (CNN). Principii de funcționare: convoluții, pooling, straturi complet conectate. Aplicații: recunoașterea imaginilor, clasificarea și segmentarea obiectelor. .
	4
	

	T6.  Rețele neuronale recurente (RNN) și derivate. Fundamentele RNN: memorie și secvențe. Variante avansate: LSTM, GRU. Aplicații: traducere automată, analiza seriilor temporale
	4
	

	T7.  Regularizare și prevenirea suprainvățării. Tehnici de regularizare: dropout, weight decay, batch normalization. Strategii de augmentare a datelor.
	4
	

	T8.  Tehnici avansate în Deep Learning. Transfer learning. Învățare semi-supervizată și auto-supervizată.Generative Adversarial Networks (GANs)
	4
	

	T9. Procesarea limbajului natural cu Deep Learning. Rețele neuronale pentru NLP: Word2Vec, Transformers, BERT. Aplicații: analiza sentimentelor, generarea de text.
	6
	

	T10. Dezvoltarea proiectelor aplicative cu Deep Learning. Implementarea proiectelor în TensorFlow și PyTorch. Evaluarea și interpretarea modelelor. Studii de caz: aplicații reale ale deep learning în industrie. 
	6
	

	
	
	

	Total prelegeri:
	45
	


	                                              Tematica lucrărilor practice

	LP1 Introducere practică în dezvoltarea modelelor de deep learning. Configurarea mediului de lucru pentru deep learning (Python, TensorFlow, PyTorch). Implementarea unei rețele neuronale simple folosind date de bază (e.g., MNIST).
	2
	

	LP2 Exerciții practice cu rețele neuronale complet conectate. Crearea și antrenarea unui model fully connected pentru clasificare.Analiza influenței funcțiilor de activare asupra performanței modelului.
	2
	

	LP3 Optimizarea modelelor și ajustarea hiperparametrilor. Testarea diferitelor algoritmi de optimizare (SGD, Adam, RMSProp). Explorarea efectului hiperparametrilor (rata de învățare, dimensiunea batch-ului).
	2
	

	LP4 Proiectare și implementare de rețele neuronale convoluționale (CNN). Construirea unui model CNN pentru recunoașterea imaginilor. Compararea rezultatelor utilizând tehnici de augmentare a datelor.
	2
	

	LP5 Lucru cu rețele neuronale recurente (RNN, LSTM, GRU). Crearea unui model RNN pentru analiza seriilor temporale. Implementarea unui model LSTM pentru clasificarea secvențelor. 
	2
	

	LP6 Evaluarea performanței modelelor de deep learning. Utilizarea metodelor de evaluare (precizie, recall, F1-score).Vizualizarea și interpretarea matricii de confuzie.
	2
	

	LP7 Dezvoltarea unui proiect aplicativ de la zero. Crearea unui pipeline complet: preprocesarea datelor, construirea și antrenarea modelului, evaluarea performanței. Implementarea unui caz real, cum ar fi recunoașterea de imagini, analiza textului sau predicția seriilor temporale.
	3
	

	Total lucrări practice:
	15
	


	                                              Tematica lucrărilor de laborator 

	LL1 Construirea unei rețele neuronale simple pentru clasificare. 
	4
	

	LL2 Antrenarea și optimizarea unui model CNN pentru imagini
	4
	

	LL3 Modelarea secvențelor temporale cu rețele recurente (RNN, LSTM)
	4
	

	LL4 Transfer Learning în recunoașterea imaginilor
	4
	

	LL5 Procesarea limbajului natural cu modele de tip Transformer
	4
	

	LL6 Realizarea unui proiect aplicativ de integrare și antrenarea unui GAN (Generative Adversarial Network)
	10
	

	Total lucrări de laborator:
	30
	


8. Referinţe bibliografice

	Principale
	1. Maxime Labonne, Hands-On Graph Neural Networks using Python: Practical techniques and architectures for building powerful graph and deep learning apps with PyTorch, 2023 

2. François Chollet. Deep Learning with Python, Second Edition, 2021.

https://livebook.manning.com/book/deep-learning-with-python-second-edition 

3. Jake VanderPlas. Python Data Science Handbook: Essential Tools for Working with Data, O'Reilly Media 1 edition 2016
4. Dr Subba Rao Polamuri, Makhan  Kumbhkar, Dr. D. Arul Pon Daniel, Introduction to Deep Learning, 2022,

 https://www.researchgate.net/publication/360400321_Introduction_to_Deep_Learning 

5. Ian Goodfellow, Yoshua Bengio, Aaron Courville, Deep Learning (Adaptive Computation and Machine Learning series), 2016, http://alvarestech.com/temp/deep/Deep%20Learning%20by%20Ian%20Goodfellow,%20Yoshua%20Bengio,%20Aaron%20Courville%20(z-lib.org).pdf 
6. Understanding Deep Learning, GitHub, https://udlbook.github.io/udlbook/ 
7. Chi Wang, Donald Szeto , Designing Deep Learning Systems: A software engineer's guide, 2023 

8. Mordecai Ben-Ari. Mathematical Logic for Computer Science, Springer-Verlag London 2012

9. T. Hastie R. Tibshirani J. Friedman. The Elements of Statistical Learning: Data Mining, Inference, and Prediction, Springer Second Edition, 2009

10. Neuronal dynamics from single neurons to networks and models of cognition wulfram gerstner werner m. Kistler richard naud liam paninski
11. Dopamine Neurons Mediate Learning and Forgetting through Bidirectional Modulation of a Memory Trace, Jacob A. Berry, Anna Phan, Ronald L. Davis.
12. Импульсная нейронная сеть на основе модели «ключ-порог», Andrey Gavrilov
13. Методы Обучения Импульсных Нейронных Сетей, Andrey Gavrilov

	Suplimentare
	1. I. H. Witten Eibe Frank M. Hall C. Pal. Data Mining: Practical Machine Learning Tools and Techniques, Morgan Kaufmann; 4 edition (December 1, 2016)

2. Jason Brownlee. Basic of Linear Algebra for Machine Learning. Discover the Mathematical Language of Data in Python, e-book 2018, github resource
3. Jason Brownlee. Master Machine Learning Algorithms Discover How They Work and Implement Them From Scratch, e-book 2018, github resource


9. Utilizarea IA generativă

	Permisiunea de utilizare
	Utilizarea IA generative în cadrul temelor și proiectelor este permisă, cu condiția ca studenții să respecte următoarele reguli:

· IA generativă poate fi utilizată pentru generarea de idei, structuri de text sau cod, dar toate materialele generate trebuie să fie revizuite și ajustate de către student pentru a se asigura că acestea corespund cerințelor academice.

· Orice utilizare a IA generative trebuie să fie declarată în secțiunea de apendice a fiecărei lucrări, folosind fraza: "În timpul pregătirii acestei lucrări, autorul a utilizat [NUME INSTRUMENT / SERVICIU] în scopul [MOTIV]. După utilizarea acestui instrument/serviciu, autorul a revizuit și editat conținutul după cum a fost necesar și își asumă întreaga responsabilitate pentru conținutul lucrării."

	Restricții de utilizare
	Studenții nu trebuie să considere IA generativă ca o sursă de încredere pentru informații, deoarece nu oferă referințe clare sau surse documentate.

· Nu este permisă citarea directă a conținutului generat de IA în lucrările academice ca și cum ar fi sursă primară.

· Activitățile în care este interzis utilizarea IA generativă sunt specificare de profesor și sunt de regulă evaluări intermediare și finale sau care nu presupun activități de dezvoltare a competenților profesionale.


10. Evaluare

	Forma de învățământ  
	Periodică  
	Curentă  
	Lucrul individual  
	Examen final  

	
	Atestarea 1  
	Atestarea 2  
	
	
	

	Cu frecvență  
	15% 
	15% 
	15% 
	15% 
	40% 

	Standard minim de performanţă  

	Prezenţa şi activitatea la prelegeri şi lucrări de laborator  

Obţinerea notei minime de „5” la fiecare dintre evaluări şi lucrări de laborator 
 







